sofia

Sonderforschungsgruppe

Institutionenanalyse

Die Bereitschaft zur Nutzung von Algorithmen
variiert mit der sozialen Information liber die
schwache vs. starke Akzeptanz:

Eine experimentelle Studie zur Algorithm

Aversion

Judek, Jan René

sofia-Diskussionsbeitrage 22-5, Darmstadt 2022

ISBN: 978-3-947850-03-7

sofia-Diskussionsbeitrage
zur Institutionenanalyse

Nr.22-5

ISSN 1437-126X

ISBN 978-3-947850-03-7



Keywords

Algorithm aversion, algorithmic decision-making, herding behavior, decision
aids, forecasting, behavioral finance, experiments

JEL classification
D81, D91, G17, G41, O33.

Jan René Judek, Ostfalia University of Applied Sciences, Faculty of Business,
Siegfried-Ehlers-Str. 1, D-38440 Wolfsburg, Germany, Tel.: +49 5361 892 225
420, E-Mail: ja.judek@ostfalia.de



mailto:ja.judek@ostfalia.de

Judek

Algorithm Aversion und Herdenverhalten

Abstract

Der Prozess der Entscheidungsfindung wird in verschiedensten Kontexten im-
mer haufiger von Algorithmen unterstitzt. Das Phanomen der Algorithm Aver-
sion steht der Entfaltung des technologischen Potenzials, das Algorithmen mit
sich bringen, jedoch entgegen. Wirtschaftsakteure neigen dazu, ihre Entschei-
dungen an den Entscheidungen anderer Wirtschaftsakteure auszurichten. Da-
her wird in einem experimentellen Ansatz die Bereitschaft zur Nutzung eines
Algorithmus bei der Abgabe von Aktienkursprognosen untersucht, wenn Infor-
mationen Uber die vorherige Nutzungsrate eines Algorithmus bereitgestellt
werden. Es zeigt sich, dass Entscheidungstrager haufiger einen Algorithmus ver-
wenden, wenn die Mehrheit der zuvor entscheidenden Wirtschaftsakteure die-
sen ebenfalls verwendet hat. Die Bereitschaft, einen Algorithmus zu verwenden,
variiert mit der sozialen Information Gber die vorherige schwache beziehungs-
weise starke Akzeptanz. Zudem zeigt die Affinitat zur Technikinteraktion der
Wirtschaftsakteure einen Einfluss auf das Entscheidungsverhalten.
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1

Literaturiiberblick und Hypothesenentwicklung

In unterschiedlichsten Bereichen, wie beispielsweise der Vermdgensverwaltung
(Niszczota & Kaszas, 2020; Méndez-Suarez, Garcia-Fernandez & Gallardo,
2019), der Justiz (Ireland, 2020; Simpson, 2016), der Medizin (Beck et al., 2011;
Aqgisdéttir et al.,, 2006; Grove et al., 2000), im Sport (Pérez-Toledano et al.,
2019) oder der vorausschauenden Polizeiarbeit (Mohler et al., 2015) werden
immer haufiger stochastische Modelle bzw. Algorithmen zur Erstellung von Vor-
hersagen eingesetzt. Die Prognoseleistung dieser Modelle ist der Prognoseleis-
tung von Menschen dabei haufig Uberlegen (Castelo, Bos & Lehmann, 2019;
Youyou, Kosinski & Stillwell, 2015; Dawes, Faust & Meehl, 1989; Meehl, 1954).
Algorithmen sind in der Lage, auch da komplexe Zusammenhange in groB3en
Datenmengen zu identifizieren, wo Menschen an ihre kognitiven Grenzen sto-
Ben. Nichtsdestotrotz zeigt sich, dass die Ablehnung von Prognosen automati-
sierter Verfahren weit verbreitet ist (fUr einen Literaturtiberblick siehe Alvarado-
Valencia & Barrero, 2014) und Menschen sich haufig gegen die Nutzung tber-
legener Algorithmen und fur weniger genauere Prognosen von Menschen ent-
scheiden (Dietvorst, Simmons & Massey, 2015; Onkal et al., 2009; Highhouse,
2008).

Die ablehnende Haltung gegeniber Algorithmen wird als Algorithm Aversion
bezeichnet. Diese beschreibt den Umstand, dass Wirtschaftsakteure auf den
Einsatz eines Algorithmus verzichten, sobald sie erkennen, dass dieser zwar
Uberlegen, aber dennoch nicht fehlerfrei ist (Prahl & Van Swol, 2017; Dietvorst,
Simmons & Massey, 2015). Wahrend Menschen auf Prognosefehler eines Algo-
rithmus haufig eine starke Ablehnungshaltung gegentber der Nutzung des Al-
gorithmus entwickeln, ist die Ablehnungshaltung bei Prognosefehlern, die von
Menschen begangen werden, weniger stark ausgepragt (Dietvorst, Simmons &
Massey, 2015). Wirtschaftsakteure unterschatzen die Genauigkeit stochasti-
scher Modelle und bevorzugen Vorhersagen von Menschen (Onkal et al., 2009).
In Anbetracht der Leistungsfahigkeit von Algorithmen bei der Erstellung von
Prognosen, ist die Algorithm Aversion besonders nachteilig, da Wirtschaftsak-
teure durch den Verzicht auf den Einsatz eines Algorithmus schlechtere Prog-
nosen verwenden. Gleichzeitig werden durch die Nutzung menschlicher Prog-
nosen und den Verzicht auf algorithmische Prognosen die Erfolgschancen re-
duziert. Wenn Algorithmen die Qualitdt menschlicher Prognosen Ubertreffen,
kann das Nutzenmaximum auf Dauer nur erreicht werden, wenn Wirtschafts-
akteure algorithmischen Prognosen den Vorzug vor menschlichen Prognosen
geben (ausfuhrliche Literaturtbersichten zur Algorithm Aversion finden sich in
Mahmud et al., 2022; Burton, Stein & Jensen, 2020; Jussupow, Benbasat &
Heinzl, 2020).

Die Algorithm Aversion tritt vor allem dann auf, wenn Wirtschaftsakteure mit
Algorithmen interagieren, die keine fehlerfreien Prognosen abgeben und sie
daher gelegentlich mit schlechten Ratschlagen konfrontiert werden (Prahl &
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Van Swol, 2017; Dietvorst, Simmons & Massey, 2015). Im Rahmen der For-
schungsarbeit zur Algorithm Aversion wird das Entscheidungsverhalten von
Wirtschaftsakteuren in verschiedenen Zusammenhangen betrachtet. Beispiels-
weise wirkt sich die wahrgenommene Objektivitat einer Aufgabe auf die Bereit-
schaft zur Nutzung eines Algorithmus aus. Wirtschaftsakteure sind eher bereit,
einen Algorithmus einzusetzen, wenn dieser eine scheinbar objektive statt einer
scheinbar subjektiven Aufgabe ausfihrt. Die wahrgenommene Objektivitat ist
jedoch mittels Beschreibung formbar und mit zunehmender Objektivitat einer
Aufgabe, steigt auch die Bereitschaft zur Verwendung eines Algorithmus an
(Castelo, Bos & Lehman, 2019). Auch die Reaktionszeit eines Algorithmus hat
einen Einfluss auf die Nutzungsbereitschaft der Wirtschaftsakteure. Von Algo-
rithmen langsam generierte Prognosen werden als weniger zuverlassig empfun-
den und daher seltener genutzt als schnell generierte Prognosen (Efendi¢, van
de Calseyde & Evans, 2020).

Wirtschaftsakteure, die Erfahrung mit einem Algorithmus sammeln, indem in-
centivierte, gleichartige Aufgaben unter regelmaBigem Feedback bearbeitet
werden, lernen die Grenzen ihrer eigenen Fahigkeiten besser einzuschatzen und
nutzen einen Algorithmus haufiger (Filiz et al., 2021). Ein weiterer Ansatz zeigt,
dass das wahrgenommene Lernen aus Fehlern von Algorithmen und Menschen
einen Einfluss auf die Algorithm Aversion hat. Nach dem Begehen von Fehlern
werden Algorithmen im Vergleich zum Menschen als weniger lernfahig ange-
sehen. Werden jedoch Beweise erbracht, dass ein Algorithmus aus Fehlern ler-
nen kann, fihrt dies zu einem héheren Vertrauen und einer haufigeren Ver-
wendung des Algorithmus (Reich, Kaju & Maglio, 2022).

Es gibt noch weitere Mdglichkeiten zur Reduzierung der Algorithm Aversion
wie beispielsweise die Vermenschlichung von Algorithmen (Hodge, Mendoza &
Sinha, 2021; Castelo, Bos & Lehmann, 2019), die Bereitstellung unterschiedli-
cher Erklarungsansatze des automatisiert erstellten Prognoseergebnisses (Ben
David, Resheff & Tron, 2021) oder eine geeignete Darstellung des automatisiert
erstellten Prognoseergebnisses (Kim, Giroux & Lee, 2021). Wird Wirtschaftsak-
teuren im Prozess der Prognoseerstellung unter Zuhilfenahme eines Algorith-
mus eine Moglichkeit zur Einflussnahme auf das Prognoseergebnis in Form ei-
ner nachtraglichen Anpassung gewahrt, so erhdht sich die Nutzungsbereit-
schaft signifikant. Dies gilt sogar dann, wenn die Méglichkeiten zur Anpassung
des Prognoseergebnisses stark limitiert sind (Dietvorst, Simmons & Massey,
2018).

Wirtschaftsakteure neigen dazu, ihr Verhalten am Verhalten anderer Wirt-
schaftsakteure auszurichten (Spyrou, 2013; Raafat, Chater & Frith, 2009). Die
soziale Orientierung an dem Verhalten anderer wird als Herdenverhalten (engl.
,Herding"”) bezeichnet. Dies beschreibt das Phdnomen, dass Wirtschaftsakteure
den Handlungen anderer Wirtschaftsakteure (einer Herde) folgen, unabhangig
davon, ob die Handlungen rational oder irrational sind (Baddeley et al., 2012).
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Nicht-rationales Herdenverhalten entsteht, wenn Wirtschaftsakteure die Hand-
lungen anderer Wirtschaftsakteure blind nachahmen und auf die Einbeziehung
rationaler Gesichtspunkte in die Entscheidungsfindung weitgehend verzichten
(Baddeley et al., 2012; Devenow & Welch, 1996). Auch die Mdéglichkeit, die
Entscheidungen anderer Wirtschaftsakteure zu beobachten (zum Beispiel die
Investitionsentscheidung eines Kollegen), kann zu Herdenverhalten fihren (De-
venow & Welch, 1996). Durch die Nachahmung der Handlungen anderer kann
es somit zu einer Angleichung des Verhaltens einer Vielzahl von einzelnen Wirt-
schaftsakteuren kommen (Spyrou, 2013; Raafat, Chater & Frith, 2009; Hirshlei-
fer & Teoh, 2003).

Herdenverhalten ist unter anderem an den Aktienmarkten, beispielsweise bei
Borsencrashs, beobachtbar und wird im Zusammenhang mit Investment- und
Finanzentscheidungen untersucht (Mavruk, 2022; Deng, 2013; Baddeley, et al.,
2012; Bikhchandani & Sharma, 2000). Das Geschehen rund um die GameStop-
Aktie vom Winter 2020 bis ins Frihjahr 2021 hat eindrtcklich gezeigt, welche
Auswirkungen Herdenverhalten haben kann. Kleinanleger initiierten einen
Short Squeeze institutioneller Anleger, die auf einen Kursriickgang der Aktie
gesetzt hatten. In der Folge stieg der Kurs der GameStop-Aktie von ca. 10 USD
im Oktober 2020 auf bis zu 480 USD im Januar 2021, was zu erheblichen Ver-
lusten auf Seiten der institutionellen Anleger fihrte, die auf einen Kursriickgang
gesetzt hatten (Lydcsa, Baumohl & Vjrost, 2021; Vasileiou, Bartzou & Tzanakis,
2021; Chohan, 2021). In diesem Zusammenhang zeigen Betzer und Harries
(2022) eine positive Beziehung zwischen koordinierten Aktivitaten auf Social
Media und verschiedenen Handelskennzahlen.

Die vorliegende Studie befasst sich mit dem Entscheidungsverhalten von Wirt-
schaftsakteuren, denen im Entscheidungsprozess ein Algorithmus zur Verfi-
gung steht. Es ist denkbar, dass der Einfluss der Entscheidungen anderer Wirt-
schaftsakteure einen Effekt auf das Ausmal3 der Algorithm Aversion haben
kann. In diesem Beitrag soll daher untersucht werden, ob Wirtschaftsakteure,
die mit Algorithmen interagieren, durch die Entscheidungen anderer beeinflusst
werden und ihre eigenen Entscheidungen an das Verhalten anderer anpassen.
Zu diesem Zweck wird ein incentiviertes, 6konomisches Experiment durchge-
fahrt, in welchem Wirtschaftsakteure Informationen Uber die (niedrige bzw.
hohe) Bereitschaft zur Nutzung eines Algorithmus von friiher entscheidenden
Wirtschaftsakteuren erhalten, bevor sie selbst Gber die Nutzung eines Algorith-
mus entscheiden. Es ist von Interesse, ob die Wirtschaftsakteure das Verhalten
der anderen nachahmen und starker oder weniger stark geneigt sind, einen
Algorithmus zu nutzen. Ein konvergentes soziales Verhalten (Raafat, Chater &
Frith, 2009) kdnnte dazu fihren, dass Wirtschaftsakteure eher bereit sind, einen
Algorithmus zu nutzen, wenn vorherige Entscheidungstrager sich mehrheitlich
far die Verwendung eines Algorithmus entschieden haben (hohe Nutzungsrate)
und vice versa. Auch in Bereichen, wie zum Beispiel dem Social Commerce, hat
sich gezeigt, dass Informationen darlber, was andere tun, das Vertrauen in
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neue Technologien erhdhen und den Absatz férdern kdnnen (Hajli et al., 2014;
Amblee & Bui, 2011). Alexander, Blinder & Zak (2018) zeigen, dass die Bereit-
stellung der sozialen Information Uber die Nutzung eines Algorithmus einen
Einfluss auf die Bereitschaft zur Nutzung haben kann. Daher wird vermutet:

Hi: Wirtschaftsakteure, die Uber eine vorherige hohe Akzeptanz eines Algorith-
mus informiert werden, nutzen haufiger einen Algorithmus als Wirtschaftsak-
teure, die Informationen Uber eine vorherige niedrige Akzeptanz erhalten.

Dies hatte unter Umstanden interessante Implikationen fir die Praxis zur Folge:
Die Algorithm Aversion lieBe sich dadurch reduzieren, dass Wirtschaftsakteuren
Informationen Uber die hohe Bereitschaft zur Nutzung des Algorithmus zur Ver-
flgung gestellt werden. Wenn dies dazu beitragt, dass ein leistungsfahiger Al-
gorithmus haufiger genutzt wird, kann zugleich eine Steigerung der volkswirt-
schaftlichen Effizienz ermdglicht werden. In Anbetracht des Prognoseerfolges
von Algorithmen, ist es in den meisten Fallen ratsam, dessen Prognosen heran-
zuziehen, da diese den Vorhersagen von Menschen in den meisten Fallen Uber-
legen sind (Dietvorst, Simmons & Massey, 2015; Onkal et al., 2009). Dennoch
zdgern viele Wirtschaftsakteure, einen Algorithmus zu verwenden und verrin-
gern damit die Qualitat ihrer Prognosen. Sie verzichten zu Lasten ihres Progno-
seerfolges bewusst auf den Einsatz eines Uberlegenen Algorithmus und ziehen
ihre eigenen Prognosen vor (Burton, Stein & Jensen, 2019).
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2

Forschungsmethodik

2.1

Teilnehmende

Zur Teilnahme an dem 6konomischen Experiment wurden 285 Probanden on-
line Uber Amazon Mechanical Turk (MTurk) und Cloud Research rekrutiert. Aus
der Auswertung wurden 31 Probanden aufgrund der inkorrekten Beantwor-
tung mindestens einer Verstandnisfrage (bei maximal zwei Versuchen) oder des
Nichtbestehens einer Aufmerksamkeitskontrolle ausgeschlossen. Damit verblei-
ben 254 Probanden als Stichprobe, von denen 50,4% dem weiblichen und
49,6% dem mannlichen Geschlecht zugehdrig sind. Das Durchschnittsalter liegt
bei 40,6 Jahren (oarer = 10,97). Das Experiment wurde als Survey in Qualtrics
programmiert. Die Erhebung wurde am 28. November 2022 durchgefihrt. Die
durchschnittliche Bearbeitungszeit lag bei 7,02 Minuten. Die Probanden erhiel-
ten eine fixe Antrittspramie in Héhe von 0,30 USD und eine erfolgsabhadngige
VergUtung, die bis zu 1,67 USD betragen konnte.

2.2
Design

Zur Durchfuhrung des 6konomischen Experimentes wurde eine Aufgabe zur
Aktienkursprognose konzipiert. Prognoseaufgaben in diesem Bereich wurden
auch bereits in anderen Studien zur Erforschung des Entscheidungsverhaltens
in Zusammenarbeit mit Algorithmen bzw. stochastischen Modellen verwendet
(Gubaydullina et al., 2022; Castelo, Bos & Lehman, 2019; Onkal et al., 2009).
Den Probanden wird mitgeteilt, dass die Aufgabe darin besteht, zehn Aktien-
kursprognosen abzugeben. Den Probanden steht zum einen der Aktienkurs der
A-Aktie fur die Perioden 1 bis 30 und zum anderen der Aktienkurs der B-Aktie
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Abbildung 1 Aktienkursentwicklung der A-Aktie und B-Aktie
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far die Perioden 1 bis 20 als Graph zur Verfiigung (Abbildung 1). Der Progno-
segegenstand ist der Aktienkurs der B-Aktie in den Perioden 21 bis 30.

Den Probanden wird weiterhin mitgeteilt, dass die Unternehmen der A-Aktie
und der B-Aktie in derselben Branche tatig und daher eng miteinander verbun-
den sind. Das heif3t, der Erfolg des Unternehmens der A-Aktie geht eng mit
dem Erfolg des Unternehmens der B-Aktie einher. Dies hat zur Folge, dass ein
steigender Kurs der A-Aktie wahrscheinlich auch mit einem steigenden Kurs der
B-Aktie einhergeht und vice versa. Die Probanden kénnen also aus der Entwick-
lung des Kurses der A-Aktie Rickschlisse auf die Entwicklung des Kurses der
B-Aktie ziehen. Tatsachlich weisen die Kurse der A-Aktie und der B-Aktie in den
Perioden 1 bis 20 einen Korrelationskoeffizienten von 0,94 auf.

Im nachsten Schritt lernen die Probanden das aus zwei Komponenten beste-
hende VergUtungsmodell kennen. Zum einen wird eine fixe Antrittspramie in
Hohe von 0,30 USD und zum anderen eine erfolgsabhangige Vergitung ge-
zahlt, die sich an der Genauigkeit der abgegebenen Prognosen orientiert und
umso hoher ausfallt, je exakter die Prognosen sind. Zur Bestimmung der Hohe
der erfolgsabhadngigen Vergitung wird fir jede einzelne Prognose die prozen-
tuale Abweichung zum tatsachlich eingetretenen Aktienkurs errechnet und ent-
sprechend einer Staffelung vergutet (Tabelle 1). Dabei wird eine Prognose nur
vergutet, wenn sie maximal 15 Prozent vom tatsdchlich eingetretenen Aktien-
kurs abweicht. So kann insgesamt eine maximale Vergitung in Hohe von 1,97
USD erzielt werden. Die Vergitung wird wahrend des Experimentes in Coins
erzielt und nach Beendigung des Experimentes zu einem Umrechnungskurs von
300 Coins = 1 USD umgetauscht.

Tabelle 1 Staffelung des erfolgsabhdngigen Bonus nach Genauigkeit je abgegebener
Prognose

Max. Abw-
eichungin 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 >15
%

Vergutung
_ , 50 47 43 40 37 33 30 27 23 20 17 13 10 7 3 O
in Coins

AnschlieBend werden die Probanden darlber informiert, dass neben der Mog-
lichkeit, eigene Aktienkursprognosen abzugeben, auch ein Prognosecomputer
(Algorithmus) zur Verfigung steht. Die Probanden erhalten die Information,
dass die Aktienkursprognosen des Algorithmus in der Vergangenheit in 6 von
10 Fallen maximal 10 Prozent vom tatsachlich eingetretenen Aktienkurs abwi-
chen. Zusatzlich erhalten die Probanden je nach Treatment die Information tber
die niedrige versus hohe Akzeptanz des Algorithmus aus der Vorerhebung. Sie
werden dartber informiert, dass dem Algorithmus dieselben Informationen

9
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Uber die Aktienkursverldufe der A-Aktie und der B-Aktie wie den Probanden zur
Verfligung stehen. Die Probanden haben vor der Abgabe ihrer Prognosen ein-
malig die Wahl, ob ihre eigenen Aktienkursprognosen oder die Aktienkursprog-
nosen des Algorithmus zur Bestimmung der erfolgsabhangigen Vergitung her-
angezogen werden sollen. Diese Vorgehensweise orientiert sich an anderen
Studien zur Algorithm Aversion (Dietvorst, Simmons & Massey, 2018; Dietvorst,
Simmons & Massey, 2015). Die Anzeigereihenfolge der beiden Optionen ist ran-
domisiert. Unabhdngig von der Auswahl mussen die Probanden jedoch eigene
Aktienkursprognosen abgeben.

Die Untersuchung ist als Between-Subjects-Design konzipiert. Die Probanden
werden zufallig einem von zwei Treatments zugeordnet. In Treatment 1 (soziale
Information Uber geringe Akzeptanz) werden die Probanden neben der Genau-
igkeit des Algorithmus auch Uber die geringe Akzeptanz zur Nutzung des Algo-
rithmus von anderen Wirtschaftsakteuren in der Vorerhebung informiert. In Tre-
atment 2 (soziale Information tber hohe Akzeptanz) werden die Probanden ne-
ben der Genauigkeit des Algorithmus entsprechend Uber die hohe Akzeptanz
zur Nutzung des Algorithmus von anderen Wirtschaftsakteuren in der Vorerhe-
bung informiert.

Die Funktionsweise des Prognoserechners (Algorithmus) basiert auf einer linea-
ren OLS-Regression mit den Aktienkursen der A-Aktie und der B-Aktie in den
Perioden 1 bis 20 (in-sample Bereich). Die sich daraus ergebende Regressions-
gleichung (K, = 1,43K,, + 10,47) wird verwendet, um die Kurse der B-Aktie
im out-of-sample Bereich der Perioden 21 bis 30 unter BerUcksichtigung des
Kurses der A-Aktie als unabhangige Variable zu prognostizieren. So wird bei-
spielsweise zur Vorhersage des Aktienkurses der B-Aktie in der ersten zu prog-
nostizierenden Periode 21 der Kurs der A-Aktie von 65 USD (Abbildung 1) in
die Regressionsgleichung eingesetzt (Kg, = 1,43 X 65 + 10,47). Daraus ergibt
sich eine Prognose des Prognoserechners von 103,4 USD fur den Kurs der B-
Aktie in Periode 21.

Zur Feststellung der vorherigen niedrigen beziehungsweise hohen Akzeptanz
des Algorithmus, Uber die in der Hauptuntersuchung informiert wird, wurde
eine Vorerhebung im gleichen Setting durchgefthrt. Die Probanden der Vorer-
hebung (n = 29; Xajter = 35,48; opner = 10,47; 41,4% weiblich) wurden nach
Beantwortung eines Fragebogens zur Erfassung der Affinitat zur Technikinter-
aktion (Franke, Attig & Wessel, 2018) in zwei Halften je nach erzieltem Score
aufgeteilt. In der oberen Halfte verwenden 35,71% der Probanden und in der
unteren Halfte 71,43% der Probanden einen zur Verfiigung stehenden Algo-
rithmus.
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2.3

Vorgehensweise

Die Probanden lernen zunachst die Prognoseaufgabe und den Prognosegegen-
stand kennen, indem die Instruktionen gelesen werden. Der grafische Verlauf
der verfgbaren Aktienkurse der A-Aktie und der B-Aktie wird dargestellt (Ab-
bildung 1). Die Probanden erhalten Informationen Uber das Vergttungsmodell.
Die Probanden werden darUber informiert, dass ein Prognoserechner verwen-
det werden kann. Sie erhalten Informationen tber die Genauigkeit der Progno-
sen des Prognoserechners und je nach Treatment Uber die vorherige niedrige
beziehungsweise hohe Nutzungsrate. AnschlieBend beantworten die Proban-
den einige Verstandnisfragen, um sicherzustellen, dass die Aufgabe verstanden
wurde. Zur Beantwortung stehen maximal zwei Versuche zur Verfiigung. Im
nachsten Schritt entscheiden die Probanden, ob ihre eigenen Prognosen oder
die Prognosen des Prognoserechners zur Bestimmung der erfolgsabhdngigen
VergUtung herangezogen werden sollen. Unabhangig von der Entscheidung
bearbeiten die Probanden im Anschluss die Prognoseaufgabe und geben zehn
eigene Aktienkursprognosen ab. AnschlieBend beantworten die Probanden ei-
nen aus 9 Items bestehenden Fragebogen zur Erfassung der Affinitat zur Tech-
nikinteraktion (Franke, Attig & Wessel, 2018) und einen kurzen demografischen
Fragebogen. Zur Aufmerksamkeitskontrolle wird in einer zusatzlichen Fragestel-
lung die Auswahl einer Option vorgegeben. Wird diese nicht gewahlt, gilt die
Kontrolle als nicht bestanden. Zuletzt werden die Probanden Uber den Erfolg
der verwendeten Prognosen und die erzielte Vergitung informiert.

1"
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3

Ergebnisse

3.1

Genauigkeit der Prognosen

Die Analyse der Genauigkeit der abgegebenen Prognosen, die zur Grundlage
der Vergitung gewahlt wurden, zeigt, dass die Aktienkursprognosen des Prog-
noserechners exakter als die Aktienkursprognosen der Probanden sind (Tabelle
2). Wahrend die durchschnittliche Abweichung zwischen dem prognostizierten
und dem tatsachlichen Aktienkurs der Prognosen der Probanden, die ihre eige-
nen Prognosen zur Grundlage der Vergltung gewahlt haben, bei 20,51 USD
(bzw. 18,51%) liegt, weisen die Prognosen des Prognoserechners lediglich ei-
nen Prognosefehler von 10,90 USD (bzw. 8,56%) auf (absoluter Prognosefeh-
ler: t(252) = 16,21; p < 0,001; relativer Prognosefehler: 1(252) = 14,19; p <
0,001). Die Vorhersagen der Probanden zeigen einen um bis zu 88% hoheren
Prognosefehler als die Vorhersagen des Prognoserechners. Auch bei Betrach-
tung des fur die Vorhersagegenauigkeit gezahlten Bonus zeigt sich, dass durch
die Verwendung des Prognoserechners ein um ca. 63% hdherer Bonus erreicht
wird (t(252) = 17,47; p < 0,001). Hinsichtlich des Prognoseerfolges und des
daraus resultierenden Bonus ist es also ratsam, den Prognoserechner zu ver-
wenden. Die von den Probanden abgegeben Prognosen fiihren im Durchschnitt
zu einem geringeren Prognoseerfolg und somit auch zu einem geringeren er-
folgsabhangigen Bonus.

Tabelle 2 Genauigkeit der Prognosen: Eigene Prognosen vs. Prognoserechner

Grundlage der Vergiitung
. Prognose-
Eigene
Pro gnosen rechner t-Test
9 (Algorithmus)
@ absoluter
Prognosefehler 20,51 10,90 t(252) = 16,21, p < 0,001; d = 2,06
[in USD]
@ relativer
Prognosefehler 18,51 8,56 t(252) = 14,19; p< 0,001; d = 1,80
[in %]
@ erfolgsabhan-
giger Bonus 0,51 0,83 1(252)=17,47,p <0,001; d =2,22

[in USD]
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3.2

Bereitschaft zur Nutzung des Algorithmus

Trotz der hoheren Genauigkeit der Aktienkursprognosen des Prognoserechners
verzichtet ein groBer Teil der Probanden darauf, den Algorithmus als Grundlage
zur Bestimmung des erfolgsabhangigen Bonus zu verwenden. Insgesamt ziehen
41,34% der Probanden ihre eigenen Aktienkursprognosen den Prognosen des
Prognoserechners vor und verringern dadurch ihren Prognoseerfolg.

Tabelle 3 Entscheidungsverhalten bei sozialer Information tber niedrige vs. hohe Ak-

zeptanz
Ge- Prognogerechner Figene Prognosen
samt (Algorithmus)
n n % n %
Soziale niedrige Akzeptanz (T1) 127 66 51,97% 61 48,03%
Soziale hohe Akzeptanz (T2) 127 83 65,35% 44 34,65%

Die Hypothese H; besagt, dass Probanden, die Gber eine vorherige hohe Akzep-
tanz eines Algorithmus informiert werden, diesen signifikant haufiger verwen-
den als Probanden, die Informationen Uber eine vorherige niedrige Akzeptanz
erhalten. Der einzige Unterschied zwischen den beiden Treatments besteht in
der Information zur niedrigen beziehungsweise hohen Nutzungsrate des Prog-
noserechners, welche sich aus der Vorerhebung ergibt. Tatsachlich unterschei-
det sich das Entscheidungsverhalten der Probanden zur Verwendung des Prog-
noserechners zwischen den Treatments. Bei Information Uber die geringe Ak-
zeptanz eines Algorithmus (T1) setzen 51,97% der Probanden den Prognose-
rechner zur Bestimmung des erfolgsabhangigen Bonus ein (Tabelle 3; Abbil-
dung 2). Bei Information tber die hohe Akzeptanz eines Algorithmus (T2) nut-
zen hingegen bereits 65,35% der Probanden den Prognoserechner (x2 (n = 254)
= 4,69; p = 0.030). Somit kann H; nicht verworfen werden. Die soziale Infor-
mation Uber die haufige Verwendung des Algorithmus fihrt dazu, dass die Pro-
banden signifikant haufiger den Algorithmus einsetzen. Die Information Uber
die vorherige Bereitschaft zur Verwendung eines Algorithmus von anderen
Wirtschaftsakteuren hat einen Einfluss auf die Entscheidung zur Verwendung
eines Algorithmus.

Weitere Analysen zeigen, dass die Wahl zur Nutzung des Algorithmus vom Ge-
schlecht beeinflusst wird. Sowohl in Treatment 1 (32 (n = 127) = 3,69; p =
0.055) als auch in Treatment 2 (x2 (n = 127) = 8,14, p = 0.004) nutzen Frauen
haufiger den Algorithmus als Manner. Der Vergleich der Treatments unter Be-
rlcksichtigung des Geschlechts zeigt, dass der Effekt vor allem von Frauen (x2
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(n=128) = 3,20; p = 0.073) und weniger von Mannern (x2(n =126)=0,70; p
= 0.402) getrieben wird. Wahrend bei niedriger Akzeptanz (T1) 61,40% der
Frauen den Algorithmus einsetzen, nutzen bei hoher Akzeptanz (T2) bereits
76,06% der Frauen den Algorithmus. Bei den Mannern hingegen nutzen in T1
(respektive T2) 44,29% (51,79%) den Algorithmus (Tabelle 4). Das Alter der
Probanden zeigt hingegen keinen statistisch signifikanten Einfluss auf die Ent-
scheidungen (t(252) = 1,97; p = 0,278).

Tabelle 4 Entscheidungsverhalten nach Geschlechtern

Algorithmus Eigene Prognosen
Geschlecht
n % n %
Soziale niedrige mannlich 31 44,29% 39 55,71%
Akzeptanz (T1) weiblich 35 61,40% 22 38,60%
Soziale hohe mannlich 29 51,79% 27 48,21%
Akzeptanz (T2) weiblich 54 76,06% 17 23,94%

Hinsichtlich der Affinitat zur Technikinteraktion (ATI) weisen die Probanden ins-
gesamt einen durchschnittlichen ATI-Score von 3,84 auf. Ein ATI-Score von 1,00
korrespondiert dabei mit einer geringen und ein ATI-Score von 6,00 mir einer
starken Affinitat zur Technikinteraktion. Bei Betrachtung des ATI-Scores erge-
ben sich zwischen den Treatments kaum Unterschiede: In beiden Treatments
liegt der Anteil der Probanden, die einen geringen ATI-Score aufweisen bei ca.
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30% und der Anteil der Probanden, die einen hohen ATI-Score aufweisen bei
ca. 70% (Tabelle 5). Damit weist die Mehrheit der Probanden eine hohe Affini-
tat zur Technikinteraktion auf. Auffallig sind hingegen die Unterschiede im Ent-
scheidungsverhalten zur Nutzung des Algorithmus unter Bertcksichtigung des
ATI-Scores. Vor allem Probanden, die einen geringen ATI-Score aufweisen, ver-
wenden haufiger den Prognoserechner. Wahrend bei Informationen Gber die
niedrige Akzeptanz 64,86% der Probanden, die einen niedrigen ATI-Score auf-
weisen, den Algorithmus nutzen, wahlen bei Informationen tber die hohe Ak-
zeptanz sogar 84,21% der Probanden den Algorithmus (x2 (n = 75) = 3,71; p
= 0.054). Bei Informationen Uber eine niedrige Akzeptanz nutzen 46,67 % der
Probanden, die einen hohen ATI-Score aufweisen und bei hoher Akzeptanz
57,30% der Probanden den Algorithmus (x2 (n = 179) = 2,03; p = 0.154). Vor
allem Probanden (84,21%), die eine geringe ATI aufweisen, lassen sich also
eher von der sozialen Information Uber die starke Akzeptanz beeinflussen und
zur Nutzung des Algorithmus bewegen als Probanden (57,30%), die eine hohe
ATl aufweisen (32 (n = 127) = 8,52; p = 0.004).

Tabelle 5 Entscheidungsverhalten unter Berlicksichtigung des ATI-Scores

davon davon eigene
ATI-Score* Gesamt Algorithmus Prognosen
n % % %
Soziale niedrige <3,5 37 29,13% 64,86% 35,14%
Akzeptanz (T1) >3,5 90 70,87% 46,67% 53,33%
Soziale hohe <3,5 38 29,92% 84,21% 15,79%
Akzeptanz (T2) >3,5 89 70,08% 57,30% 42,70%

*Der ATI-Score kann Werte von 1,00 (geringe ATI) bis 6,00 (starke ATI) annehmen.
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4

Diskussion

Die Aversion vor der Verwendung von Algorithmen, die in einem Prognosepro-
zess durchschnittlich erfolgreicher sein kénnen, ist kostspielig. Dadurch bleiben
algorithmische Angebote ungenutzt und Entscheidungstrager profitieren nicht
von einer hoheren Genauigkeit, die Vorhersagen von Algorithmen oft bieten
(Reich, Kaju & Maglio, 2022). Es zeigt sich, dass die Algorithm Aversion durch
die Moglichkeit zur Anpassung der algorithmischen Vorhersage zurlckgeht
(Dietvorst, Simmons & Massey, 2018). Dennoch entsteht hier ein Zielkonflikt:
Insgesamt erhoht die Moglichkeit der Anpassung zwar die Akzeptanz zur Nut-
zung von Algorithmen, die vorgenommenen Anpassungen verringern jedoch
gleichzeitig die Qualitat der endgiltigen Entscheidungen (Sele & Chugunova,
2022).

Die Ergebnisse der vorliegenden Studie zeigen, dass eine Reduzierung der Al-
gorithm Aversion auch ohne Anpassung der algorithmischen Prognose erreicht
werden kann. Dadurch bleibt eine etwaige Verschlechterung der endgultigen
Entscheidungen durch Anpassungen ausgeschlossen. Wirtschaftsakteure nei-
gen auch im Prozess der algorithmischen Entscheidungsfindung dazu, sich an
den Entscheidungen anderer Wirtschaftsakteure zu orientieren, was im Ein-
klang zu den Befunden zum Herdenverhalten steht (Spyrou, 2013). Wirtschafts-
akteure, die neben der Genauigkeit eines Algorithmus auch Uber dessen vorhe-
rige starke Akzeptanz von anderen Wirtschaftsakteuren informiert werden, sind
signifikant haufiger bereit, einen Algorithmus einzusetzen als Wirtschaftsak-
teure, die neben der Genauigkeit auch Uber dessen vorherige schwache Akzep-
tanz informiert werden. Die Ergebnisse zeigen jedoch auch, dass dieser Effekt
vor allem bei Frauen und weniger bei Mannern auftritt. Es liegen Hinweise da-
rauf vor, dass Overconfidence einen Einfluss auf die Algorithm Aversion ausU-
ben kann (Filiz et al., 2021). Spiwoks und Bizer (2018) zeigen, dass die Einschat-
zungen von Mannern und Frauen bei der Abgabe von Aktienkursprognosen
stark auseinanderfallen und Frauen eher zu einer Underconfidence neigen. Dies
kdnnte sich auch auf die Entscheidungen zur Nutzung eines Algorithmus in der
vorliegenden Studie auswirken.

Alexander, Blinder und Zak (2018) untersuchen in vier Treatments (keine Infor-
mation, Information Uber die Genauigkeit und Information Uber die niedrige
beziehungsweise hohe soziale Akzeptanz) die Bereitschaft, ein automatisiertes
Hilfsmittel bei der Loésung eines Labyrinths zu verwenden. In den beiden Treat-
ments, die Uber die soziale Akzeptanz des automatisierten Hilfsmittels informie-
ren, wird den Probanden eine soziale Akzeptanz von 54% bzw. 70% prasen-
tiert. Im Ergebnis zeigt sich, dass soziale Informationen Uber die Akzeptanz (un-
abhangig vom AusmalB der Akzeptanz), das heif3t das Wissen darlber, dass an-
dere Personen das Hilfsmittel verwendet haben, die Wirtschaftsakteure am
ehesten dazu bewegt, das Hilfsmittel selbst einzusetzen (Alexander, Blinder &
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Zak, 2018). Einschrankend muss allerdings erwahnt werden, dass die Studie mit
einer geringen Anzahl von Probanden durchgefuhrt wurde, die zwei von vier
Treatments zugeordnet waren. Zudem ist das technische Hilfsmittel nicht die
erkennbar beste Option und fur die Nutzung des Hilfsmittels muss gezahlt wer-
den. Zuletzt handelt es sich nicht um eine klassische Prognoseaufgabe, die ent-
weder automatisiert oder von einem Menschen ausgeftihrt werden kann, son-
dern um ein Hilfsmittel, das eine eigene Lésung des Labyrinths erleichtern kann.
Die vorliegenden Ergebnisse zeigen, anders als die Ergebnisse von Alexander,
Blinder und Zak (2018), dass besonders die soziale Information Uber eine hohe
Akzeptanz dazu geeignet ist, Wirtschaftsakteure zur Nutzung eines Algorith-
mus zu bewegen. Bei sozialer Information Uber eine niedrige Akzeptanz sind
hingegen signifikant weniger Wirtschaftsakteure bereit, einen Algorithmus zu
nutzen. Die Bereitschaft zur Verwendung eines Algorithmus variiert also mit der
Information Uber die schwache beziehungsweise starke Akzeptanz.

Die vorliegenden Ergebnisse deuten auch darauf hin, dass sich vor allem Wirt-
schaftsakteure, die eine geringe Affinitat zur Technikinteraktion aufweisen, von
den Entscheidungen anderer Wirtschaftsakteure beeinflussen lassen. Wahrend
sich technikaffine Wirtschaftsakteure nur geringfiigig von der Information zur
vorherigen Akzeptanz beeinflussen lassen, sind nicht- bzw. wenig-technikaffine
Wirtschaftsakteure bei Informationen Uber eine starke Akzeptanz deutlich hau-
figer bereit einen Algorithmus einzusetzen als bei Informationen Uber eine
schwache Akzeptanz. Dies kdnnte darauf hindeuten, dass je unwissender Wirt-
schaftsakteure hinsichtlich der Fahigkeiten eines Algorithmus sind, desto eher
auf die vermutete , Schwarmintelligenz” der Gesellschaft beziehungsweise den
Entscheidungen der vorherigen Entscheidungstrager vertrauen.

Auch technikaffine Wirtschaftsakteure beflrworten keineswegs den Einsatz
von Technik jeglicher Art. Technikaffine Wirtschaftsakteure kénnten allerdings
Uber ein hoheres Bewusstsein dartber verfliigen, wann es sinnvoll ist, Technik
einzusetzen und wann auf den Einsatz verzichtet werden sollte. Eine Verbin-
dung zwischen den tatsachlichen Beweggriinden zur Nutzung eines Algorith-
mus (z.B. Genauigkeit, Zeitdruck, Gewohnheit, etc.) und der Algorithm Aver-
sion herzustellen, sowie die Identifizierung weiterer Mdglichkeiten zur Reduzie-
rung der Algorithm Aversion bleibt der nachfolgenden Forschung vorbehalten.
In der vorliegenden Studie wird eine Aufgabe zur Vorhersage von Aktienkursen
verwendet. Obwohl die Vorhersage von Aktienkursen im Allgemeinen als eine
schwierige Aufgabe angesehen werden kann, erlaubt das Design dieser Studie
auch Laien eine Vorhersage abzugeben. Dennoch ist es maglich, dass es Berei-
che gibt, in denen Entscheidungstrager eher dazu geneigt sind, Algorithmen
einzusetzen als in anderen Bereichen und dieser Umstand sich auf die Ergeb-
nisse auswirken kann. AuBerdem kdnnen andere Faktoren als die Affinitat zur
Technikinteraktion oder das Geschlecht einen Einfluss auf die Entscheidungen
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von Wirtschaftsakteuren zur Verwendung eines Algorithmus austben. Die vor-
liegende Studie liefert jedoch erste Erkenntnisse tber die ATI, die einen Einfluss
auf die Algorithm Aversion haben kann.
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5

Zusammenfassung

Die Algorithm Aversion fuhrt dazu, dass Wirtschaftsakteure auf den Einsatz
Uberlegener Algorithmen verzichten, sobald sie erkennen, dass diese fehleran-
fallig sein kénnen. Eigene Prognosen werden den Prognosen von Algorithmen
vorgezogen, was insgesamt zu einem geringeren Prognoseerfolg fhren kann.
Auch in der vorliegenden Studie zeigt sich im Bereich der Aktienkursprognosen,
dass ein Prognoserechner, der eine einfache lineare Regression zur Erstellung
seiner Prognose anwendet, den eigenen Prognosen der Probanden deutlich
Uberlegen ist. Dennoch verzichtet ein groBer Teil der Probanden auf die Nut-
zung des Prognoserechners und verwendet schlechtere eigene Aktienkursprog-
nosen.

Die vorliegende Studie zeigt, dass bei der Entscheidung zur Nutzung eines Al-
gorithmus das vorherige Verhalten von anderen Wirtschaftsakteuren im Ent-
scheidungsprozess berlcksichtigt wird. Werden Wirtschaftsakteure nicht nur
Uber die Genauigkeit eines Algorithmus, sondern zusatzlich auch Uber eine
hohe Nutzungsrate bei anderen Wirtschaftsakteuren informiert, verwenden sie
signifikant haufiger einen Algorithmus, als wenn Uber eine vorherige niedrige
Nutzungsrate informiert werden. Die Information Uber die schwache bezie-
hungsweise starke Akzeptanz eines Algorithmus, also dartber wie andere Wirt-
schaftsakteure entschieden haben, hat einen Einfluss auf die Algorithm Aver-
sion. Die Bereitstellung von Informationen Uber eine starke Akzeptanz fuhrt zu
einer Reduzierung der Algorithm Aversion. Wirtschaftsakteure entscheiden sich
mehrheitlich fir die Nutzung eines Algorithmus, wenn sich friher entschei-
dende Wirtschaftsakteure mehrheitlich fur die Nutzung eines Algorithmus ent-
schieden haben. Wirtschaftsakteure, die eine niedrige Affinitat zur Technikin-
teraktion (ATI) aufweisen, sind durch die soziale Information der starken Akzep-
tanz eher zur Nutzung des Algorithmus geneigt als Wirtschaftsakteure, die ei-
nen hohen ATI-Score aufweisen.

Zusammenfassend ist festzustellen, dass die Bereitschaft zur Nutzung eines Al-
gorithmus mit der sozialen Information Gber die schwache beziehungsweise
starke Akzeptanz variiert. Somit kann die Bereitstellung von Informationen tber
die hohe Bereitschaft von anderen Wirtschaftsakteuren, einen Algorithmus zu
verwenden, in der wirtschaftlichen Praxis dazu beitragen, dass die Bereitschaft
zur Nutzung eines Algorithmus erhéht wird. Dies kann zu einer Verbesserung
der Prognosequalitdt insgesamt und einer Steigerung der volkswirtschaftlichen
Effizienz beitragen. Dennoch ist weitere Forschung notwendig, um Ursachen
und weitere Moglichkeiten zur Reduzierung der Algorithm Aversion zu identifi-
zieren.
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